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Kapitel 8

Ereignisklassifizierung




Ereignisklassifizierung: Zielsetzung

Ziel: Trennung von mehrereren (hier meist 2) Klassen von Ereignissen an Hand
von n Observablen (x,....X,) die fur jedes Ereignis gemessen werden

Fragen: wie erhalt man optimale Trennung zwischen Klassen?
wie klassifiziert man unbekanntes Ereignis?

H,: Ereignis gehort zur Untergundklasse b, WDF g(t|b)
H,: Ereignis gehort zur Signalklasse s, WDF (gt|s)

% .
Untergrundnachweiswahrscheinlichkeit: s | [acceptb ;T,} reject b
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Ereignisklassifizierung: Zielsetzung
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signal efficiency

“Receiver Operation Characteristics” ROC-Kurve

Ziel: maximiere Signaleffizienz ¢, und Untergrundunterdrickung (1-¢,)



Reinheit der Ereignisselektion

Annahme: wir haben nur eine Untergrundklasse;
Anteil an Signal und Untergrundereignissen sind
m, and m, (A-Prioriwahrscheinlichkeiten).

Annahme: wir selektieren Signalereignisse mit der Bedingung t > {_ ;.
Was is die ‘Reinheit’ unseres selektierten Samples?

Reinheit bedeutet hier die Wahrscheinlichkeit, dass ein akzeptiertes/
selektiertes Ereignis der Signalklasse entstammt.

P(t > tcut|8)ﬂs

Unter der Verwendung P(s|t > tewt) =
des Theorem von Bayes o P(t > teug|s)ms + P(t > teue|[b)m
finden wir: e

E¢Ts + EbTh

Die Reinheit hangt sowohl von den A-Prioriwahrscheinlichkeiten als
auch von den Nachweiswahrscheinlichkeiten fur Signal und Untergrund ab.



Ereignisklassifizierung

Jedes Ereignis ist ein Punkt im n-dimensionalen Z Raum.

Wie sollten wir die Entscheidungsgrenze im n-dimensinoalen
Raum der Observablen wahlen umd Ereignisse zu akzeptieren/
verwerfen vom Ereignistyp H, or H,?

Eine Moglichkeit:
Selektion der Ereignisse mit Hilfe
von konsekutiven Schnitten

r; <G

T <Cj

Akzeptanzregion ist ein
n-dimensionaler Quader C;




Optimale Trennkraft durch Neyman-Person-Lemma

far gegebene Signaleffizienz ¢, maximale Untegrudnunterdrickung 1-¢,
Fragen: welche Teststatistik t?  welche Wahl der kritischen Region S, ;7

Antwort durch Neyman-Pearson-Lemma:

Ein Test der einfachen Nullhypothesen H, bzgl der einfachen
Alternativhypothese H, ist ein bester Test, wenn die kritische
Region S, im Stichprobenraum E so gewahlt wird, dass gilt

P(x|Hy) (< c aulerhalb kritischer Region)
> C c ist Konstante die von Signifkanzniveau abhangt.
P(x|Hoy)

aquivalente Aussage: die optimale Teststatistik ist P (X|H 1)
tx) =
P(x[Hy)

Achtung: oft wird auch der Kehrwert des Likelihoodverhaltnisses verwendet.
Jede monotone Funktion von t(x) ist ebenso optimal wie t selbst z.B. t/(1+t)



Optimale Trennkraft durch Neyman-Person-Lemma

Receiver Operation Characteristics ROC-Kurve



Warum Neyman-Pearson-Lemma nicht immer hilft?

Das Problem besteht haufig darin, dass wir kein analytischen Ausrtcke fur
die n-dimenionalenn WDFs P(x|H,), P(x|H,) haben.

Im Prinzip Erstellung aus simulierten Trainigsereigsinne fur Signal und
Untergrund moglich. Fulle simulierte Messergebnisse in ein n-dimensionales
Histogramm (fur n Observablen). Verwende M Bins fur jede der n Dimensionen.
Sehr viele Ereignisse flr kleine Fehler in jedem Bin. In der Praxis nicht genug
simulierte Ereignisse verfugbar."Fluch der Dimensionalitat FdD”
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D=2 o

D=3

“curse of dimensionality” (Bellman, 1961)



Losungsansatze zum “Fluch der Dimensionalitat”

a) schatze n-dimenionale WDFs fur Signal und Untegrund
- Nachste Nachbarn-Methode
-Kernel-WDF-Schatzern

immer noch ein wenig FdD, da jedes zu klassifiziernden Ereignis
mit allen Trainings ereignissen verglichen werden muss

b) konstruierte Teststatistik als Abbildung von R" >R
= anaytische Funtion in Observablenwerten,
die ahnlich optimal ist wie t aus Neyman-Pearson-Lemma

- Projektive Likelihood

- Fishers lineare Teststatistik

- Kunstlcine Neuronale Netzwerke (Artificial Neural Network ANN)
- Verstarkte Entscheidungsbaume (Boosted Decision Tree)



Formulierung des Problems

fur jedes Ereignis, ob Signal oder Untergrund
sind D Observablen gemessen

suche Abbildung y aus dem D-dimensionalen
Observabenraum auf eindimensionale Teststatistik

RD y(X): R"DR: 3 mmsga 1 3

E 3.5 Background
C
3

25

Ereignise werden dann oF
selektiert durch einen '8

Schnit auf dir Grole vony

Y=Y schnitt " 02 o4 08 o8




Optimale Trennkraft fur Naherungen an NPL

y""ﬁ'e,;,- CUp fur konstruierte Teststatistiken ist
A Annaherung an NPL-Trennkraft

nicht fur alle Werte der

Entscheidungsgrenze gleich

Wahl des Arbeitspunktes
kann Auswahl der Teststatistik

which one of those
two is the better??

beinflussen.
0 >
0 8signal 41
gr. Untegrund- kr. Untegrund-
unterdrickung unterdriickung

kl. Signaleffizienz g Signaleffizienz



Projektive Likeihood

Im Falle unabhangiger Observablen faktorisiert gemeines WDF im n-dim.

Observablen Raum in Produkt von n eindimenisionen WDF p(x) = [ [pi(x)
i=0

PDFs /— discriminating variables ‘

|
1_[ pSig b ‘ Kevent )

Likelihood ratio , . e{variables}
H Classes signal,
D, background types

X =
for event event y ( PDE Keyent )
Ce{classes} \ i=|variables| /

sehr einfache Konstruktion: benotigt nur n eindimenionale Histogramme

an Stelle von “harten Schnitten” auf Observablen
wird eine gewisse “Unscharfe” in Grenze eingebaut

fur unkorrelierte Observablen optimal, d.h.

aquivalent zu NPL-Teststatistik




Projektive Likeihood im Falle von Korrelationen

Korrelation:  Cy=cov[ x;, x; I=E[ x; X; I-E[ x; JE[ x; ]#0 (i#)

[ Correlation Matrix (signal) |

linssnr codredation copificients in %

-4 -3 -2 -1 0 1 2 3

TMVA Variable: vard

NN

Dekorrelation:
wahle nichtlineare Tranformation der Eingangsvariablen=0bservablen,

so dass fur tranformierte Observable die Kovarianzmatrix diagonal ist



Projektive Likeihood im Falle von Korrelationen

® Determine square-root C ' of correlation matrix C, ie., C=C'C’'
®compute C ' by diagonalising C: D=S"CS = C'=S+DS’

" transformation from original (x) in de-correlated variable space (x') by: x’ = C '—1x

Lo (5,55 (0.8, 0.0V S0, BATS

Achtung: funktioniert optimal nur fur lineare/gausssche Korrelationen




Projektive Likeihood im Falle von Korrelationen

" Determine square-root C ' of correlation matrix C, i.e., C=C'C'
="compute C’ by diagonalising C: D=S8"CS = C'=SJDS’

" transformation from original (x) in de-correlated variable space (x') by: x' = C '—1x

4 452 @ 004 213 48
ward ward

Achtung: funktioniert optimal nur fur lineare/gausssche Korrelationen



Anwendung der Dekorrelation

Bei Projektiver Likelihood:
dekorreliere Observablen Seperat unter Signal- und Untergundhypothese

H pf (Xk('ievent ))

y (f ) _ ke{variables|
" H pf (Xk (fevent )) + H pf (Xk(fevent ))
ke{variables} ke{variables}
1__[ pf (fsxk(fevent ))
yzrans ( Ievent) B ke{variables} _
1_[ pk (TS ( 'euent )) + { H }pf (TBXR (ievent ))
e{variables} keivariables



Projektive Likelihood: Effekt der Dekorrelation

Beispiel:

linear korrelierte Gaussverteilungen - Dekorrelation funtioniert zu 100%
1-dim. Proj. Likelihood auf dekorrelierten Grolien liefert optimale Trennkraft

korrelierte GroRen nach Dekorrelation

- ~MVA ~method: Likeli D
| MVA output for method: Likelihood | l : JIMVA | _ﬂl‘ltplﬂ-fﬂ'r method: Likelihood —I . : JMVA
E 'Si'gnél La— I r 7 r v 117 v 7T '§ 5 :-ISilgnﬁI L I | L . ! U [
s 12 2] Background § [z Background

0 0 0.2 0.4 0.6 0.8 1
Likelihood LikellhoodD

weniger “peak” bei 0 und 1. Trennkraft besser, eventuell optimal.




Originalkorrelation

nach Dekorrelation
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Achtung: bei nicht gaussverteilten GrofRen und nicht linear korrelierten Grol3en
kann Dekorrelation die Trennkraft auch verschlechtern!
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Transformation auf Gaussfunktionen

Ziel: transformiere Eingangsgrofen, so das nach Trafo verteilt nach Gauss-WDF

1. Schritt: transformiere auf gleichformige Verteilung

Xie {‘Ie'.-ant}

(i ) = /‘ _[ p. (x.)dx, , Vk e{variables}

P

‘ Rarity transform of variable k ‘ Measured value ‘ ‘ PDF of variable k

2. Schritt: transformiere duch inverse Fehlerfunktion auf Gauss-WDF

erf(x)=—=[e"dt  xCuss(j ) -2.erf" (2% (ipen: ) 1)+ Vk < {variables}

Sk
O ey 3¢

3. Schritt: dekorrelierere Gauss-transformierte und probiere es nochmal



Transformation auf Gaussfunktionen

Es kann nur Signal- oder Untegrund WDF in Gauss-Verteilung Uberfuhrt werden

[Baussianized ard Decarrslsted TMIVA Input Variable: loglv2] Juunsianized ard Decorrslsted TMVA Input Varisble: lngiDeGR) | msussiarized and Decarrelated THVA Input Variabie: FL |
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Likelihoodselektion fur Higgs-Suche bei LEP

input variables
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Andere Moglichkeiten Ereignisse zu selektieren?

Verwende eine andere Art der Entscheidungsgrenze

linear nichtlinear




Lineare Teststatistik: Fisherdiskriminante

n
Ansatz:  t(Z) = )  a;x;
1=1

Wabhle die Parameter a,, ..., a, so, dass die WDFS unter den beiden
Hypothesen “Signal” und “Untergrund”
maximale Trennkraft besitzen: g(tls), g(t|b)
ts
, g (f) | t,

Wir wollen: N |
- grol3er Abstand zwischen

Erwartunsgwerten S S
- kleine Breite/Varianz s b

der WDFs

. t
J(a) . (TS _ Tb)z

— Fishers Ansatz: maximiere: Zg + Zg



Bestimmung der Koeeffizienten a,

Wir haben (Juk)i

[ wif @ Hy) di
Vi)ij = f(w — pi)i(x — pg) ;i f(Z|Hy,) dZ
mit k = 0,1 (hypothesis)

i,7 = 1,...,n (component of ).

ausgedriickt in Erwartungswert und Kovariant der Testattistik  ¢(Z)
lauten diese

T = ft(f)f(flﬂk)diﬁ": al'f,

2 = @ - )2/ @) d7 = dT i



Bestimmung der Koeeffizienten a; (2)

Der Zahler von J(a) ist dann

n

> ajai(po — p1)i(po — 11);
1,j=1

(r0 — 11)°
L 'zwischen’ Klassen

|r
_ =T —
Z a;a;B;; = a” Ba,
1,7=1

‘innerhalb’ Klassen
und der Nenner ist

n
S5+55= Y aa;(Vo+ V1) =alwa
i.j=1
— maximiere (@ al’'Bd  separation between classes
1 — —

alwa separation within classes



Fisher-Diskriminante

Nullsetzen Q — (O  ergibt Fishers lineare Discriminantenfunktion:

6(1@*

t(7) =alz, with @ W (jg — ji1)

Entspricht linearer Entscheidungsgrenze
= (n-1) dimensionaler Hyperbene
iIm n-dimensionalen Observablenraum.

Vector a ist Normalenvektor auf Ebene




Fisher-Discriminante: Bemerkung zu KQ

Wir erhalten die gleiche Trennkraft zwischen den Hypothesen wenn
wir die Koeffizienten a; bymit gemeonsamen Skalierungsfaktor a
multiplizieren und einen beliebigen Offset” a, addieren:

t(¥) = ap + Z ATy
1=1

Daher konnen wir die Mittelwerte t, and t, unter der Null- und
Alternativhypothese vorgeben, z.B. 0 und 1.

Maxcimierung von J(@) = (o — 11)2%/(Z3 + =%)
ist dann aquivalent zur Minimierung von Maximierung J(a)

>3+ 57 = Ep[(t — 10)?] + E1[(t — 71)?] — ‘Kleinste Quadrate’

In der Praxis werden Erwartungswerte durch die Stichprobenmittelwerte
aus Traningsdatensatzen mit MC-Siumlation ersetzt/geschatzt.



Fisher-Diskriminante u. Gausssche Daten

Annahme f(Z|H},) ist Multivariate n-dimensionale-Gauss-WDF
& mit Erwartungswerten

Eylx] = fig for Hop , Eq[7] = iy for Hy ,

und identischen Kovarianz-Matritzen V, = V, = V fur beide Hypothesen.
Dann konnen wir die Fisherdisriminate (mit Offset) schreiben als.

t(Z) = ap + (o — A1) V7.
Das Neyman-Pearson-Lielihoodverhaltnis wird dann zu:

f(Z|Hp)
f(Z|Hy)

1
= exp |~ (@~ DFV ™ - fio) + (7~ D]V HE - jin)|

DCBt




Fisher-Diskriminante u. Gausssche Daten (2)

Dies bedeutet t o Inr + const.

Fisherdiskriminante ist monotone Funktion der Neyman-Pearson-Teststatistik

Die Fisher-Diskriminante ist aquivalent zur Verwenundung des
Likelihoodverhaltnises und liefert somit den optimalen Test,
maximiert Reinheit fur gegebene Nchweiswajrscheinlichkeit.

Far nicht Gaussverteilte Daten ist nach nicht mehr gultig.
Aber linerae Teststatistik ist moglicherweise sehr gute praktische Losung,

Oft transformiert man die Daten, so dass die WDFS besser durch
Gauss-WDF angenahert werden und wendet dann Fisher-Methode an.




Fisher-Diskriminante u. Gausssche Daten (3)

Multivariate Gaussverteilte Daten mit gleicher Kovarianzmatrix
ergeben ebenfalls einen einfachen Ausdruck fur Posterior-Wkt., z.B.

f(Z|Hp)mo __ 1
f(Z|Ho)mo + f(Z|H1)mp 14 2%

mor

P(Hp|T) =

Fur spezifische Wahl des “Offset” a, thiskann man dies schrieben als:

1 g
P(Hp|x) = = s(t) , 8 |
(Hol%) 14 et (1) 08
06
die ist die Logisticsche Sigmoidfunktion: 04 1
02
(Taucht spater bei ANN wieder auf)




Fisher-Diskriminante: Beispiele

Fisher: nur optimal
fur Gaussverteilte VVariablen
mit identischer Kovarianzmatrix

Fur gewisse Falle ist
lineare Entscheidungsgenze
fast komplett nutzlos.




Nichtlineare Transformation der Observablen

Transformation:  X{,...,X,—@,(X),..., P, (X)

Nach Transformation ist lineare Entscheidungsgrenze geeigneter.

Fir unser Beispiel: ¢, = tan ' (x,/x,) @,= x?+x§




Fisherdiskriminate mit quadratischem Input

einfache Erweiterung von lin. zu quadratischer Entscheidungsgrenze

VARO, VAR1 = Fisherkonstruktion = lin. Grenze in VARO und VAR1

Quadratische Eingangsgrof3en: VARO+VARO, VAR1*Var0, VAR1*VAR1
-> Fisherkonstruktion = quadratische Grenze in VARO und VAR1

| Signal and background distributions weighted by Fisher output |

- Signal o4

- Fisher
_ Fisher with dedorrelated variabl
~ Fisher with quagratic input

I I - - +
1402 0 02040608 1 1214
— Var00

TR T P FTE N ATEY PN NN RN PR I
(1] 01 02 03 04 05 06 07 08B 09 1
signal eff

.8
-08-06-04-0.2 0 0.2 0.4 0.6







Nichtlin. Entscheidungsgrenze u. Training

Optimale Entscheidungsgrenze oft
nicht Hyperebene
- suche Teststatistik

mit nichtlinearer Entscheidungsgrenze Tests

Hy

Bisher: Teststatsitik berechenbar bei 1 Durchlauf tUber simulierre Ereignisse
kein Traningsprozess = Anpassung von Parametern notwendig

Jetzt: Funtionelle Form der Teststatsitik zwar vorgebegen aber
Bestimmung der optimalen Parameter in Basisfunktionen durch
Trainigsprozess - Diele durchlaufe Uber simulierte Ereignissatze

= Trainigszzklen



Training und Fehlerfunktion

Y(X4,....X,) von R" > R sei zu bestimmende Teststatistik

Vorgaben von Zielwerten fur korrekte Klassifizierung:
meist 1 fur Signal 0 flr Untergund

Fehlerfunktion: misst Abweichung der Ausgangswerte der
Teststatistik von Zielwerten

EPE(y(x)) = E(y —y(x))*  EPE(y(x)) = E(ly-y(x)])

Fehler = mittlerer quadratische oder absolute Abweichung von
der Klassifikation von Zielwerten

wird im Trainingsprozess minimiert = Anpassung der Parameter



Training und Fehlerfunktion

wenn wir nichtlineare Entscheidungsgrenze haben wollen,
dann muss Y(x,,....X,) nichtlinear in EingangsgroRen konstruiert werden

h.() nicht lineare Funktion der Eingangsgrof3en

Y(i)=§:(wi hi(i)) gewichten mit w;

Betrachte h(x) als Basisfuntionen
Wenn h,(x) ausreichend allgemein, (i.e. nichtlinear) dann liefert eine

Linearkombination ausreichend vieler Basisfunktionen optimale Trennkraft/
Klassifizierungsgute (Weierstrass-Theorem)

In “Klnstlichen Neuronalen Netwerken (ANN)” meist verwendet:

Y(xFi wﬂiA(wm "'g W; - X; J A(x)= 1 -13" j|/—— =

activation

y(x) ist Linearkombination von nichtlinearen Funtionen von
Linearkombinationen der Eingangsgrofien/Observablenwerten





























































